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Рассматривается процесс планирования ремонта энергетического оборудования. Ввиду 

наличия большого количества правил сопоставления технологических карт дефектам обору-

дования предлагается использование системы поддержки принятия решений. Такая система 

может ускорить процесс планирования и снизить экономические затраты. Построена кон-

цептуальная модель системы, далее она представлена в виде задачи классификации с пересека-

ющимися  классами. Использован подход «один против всех» – для каждой технологической 

карты создан отдельный классификатор. Для оценки классификаторов предложены метрики: 

доля верно классифицированных объектов, точность, полнота и F-мера. Для обобщения  

результатов оценки выбрана концепция микро-усреднения. Описан алгоритм классификации 

дефектов. Проведен эксперимент с использованием разных алгоритмов классификации: дере-

вьев принятия решений, байесовского классификатора и многослойного персептрона.  

В результате эксперимента установлено, что верно классифицированных объектов обнаружено 

80–90 % (высокие значения), но средние значения точности и полноты оказались низкими 

(3–7 %). Также были обнаружены наборы данных, где одинаковым входным данным соот-

ветствуют разные выходные. Таким образом, машинное обучение может быть использовано 

для поддержки принятия решений, но в некоторых случаях информации о заказе недоста-

точно. Классификация дефектов может сочетаться с уточнением результатов в ручном  

режиме или с другими алгоритмами. 
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Введение  

Энергетика является одной из самых важных отраслей промышленности. Отказы в работе 

энергетических предприятий могут привести как к серьезным экономическим потерям, так  

и к негативным социальным последствиям. Для того чтобы снизить количество аварийных  

ситуаций, необходимо постоянное обслуживание и своевременный ремонт энергетического 

оборудования. Внедрение систем управления производственными активами позволяет сокра-

тить риски отказов и провести оптимальное планирование ремонтных программ. Ввиду широкого 

распространения энергетического оборудования и высокой его стоимости даже незначительная  
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оптимизация процесса может привести к существенному снижению затрат, а также к улучшению 

условий труда персонала [1]. 

Для того чтобы спланировать ремонт оборудования, рассматриваются нормативные доку-

менты – технологические карты, которые содержат данные о затратах, необходимых при прове-

дении работ; данные об использовании инструментов, машин, механизмов и материалов; о ква-

лификации и объемах трудовых ресурсов, мерах безопасности [2, 3].  

Для составления ремонтной программы необходимо сопоставить дефекты оборудования 

технологическим картам. В некоторых системах управления производственными активами воз-

можен только ручной ввод прямых соответствий между ними. На крупных предприятиях может 

учитываться большое количество типов оборудования, технологических карт и типовых дефек-

тов; неавтоматизированная работа с такими объемами документов может быть неэффективна  

по времени и приводить к ошибкам, т. к. требует запоминания большого количества правил. 

Другая проблема – передача опыта от одного сотрудника к другому. Все это подтверждает акту-

альность использования системы поддержки принятия решений при составлении ремонтной 

программы. Вопросам разработки подобных систем посвящены работы [4–15]. 

Цель разработки – поиск путей снижения экономических потерь за счет повышения  

эффективности процесса планирования. На первом этапе достижения поставленной цели основ-

ной задачей является построение математической модели системы.  

 

Концептуальная модель сопоставления 

Рассмотрим основные сущности, используемые при планировании ремонтной программы.  

Неисправности определяются типовыми дефектами, характерными для того или иного 

типа оборудования. Типы оборудования – это конкретные модели, например трансформатор или 

опора линии электропередач. Технологическая карта – это документ, описывающий выполнение 

определенных работ. Тогда сопоставление технологических карт дефектам можно представить  

в виде концептуальной модели 

  ( )Tcrds f Dfs= ,  (1) 

где { }1 2 ,  ,  , nDfs Df Df Df⊆ …  – подмножество дефектов, выявленных у единицы оборудования, 

принадлежит множеству типовых дефектов; { }1 2 , ,  ,  mTcrds Tcrd Tcrd Tcrd⊆ …  – подмножество 

технологических карт для устранения данных дефектов. 

Эту концептуальную модель можно представить как задачу классификации с пересекаю-

щимися классами (multi-label classification) [16], т. к. возможно соответствие набора дефектов 

нескольким технологическим картам (рис. 1).  

 

 

 
Рис. 1. Задача классификации с пересекающимися классами 
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Для решения задачи используют подход «один против всех» (one-vs-rest), где для каждого 

класса создается свой бинарный классификатор. 

Далее математическая модель была проверена на наборе данных о назначении технологи-

ческих карт дефектам из системы управления производственными активами. Данные состояли 

из информации о единице оборудования, наборе дефектов в заказе и назначенных технологиче-

ских картах. Вычисление коэффициента корреляции Пирсона показало корреляционную связь 

появления технологической карты при наличии дефекта в заказе на ремонт. 

 

Проверка адекватности модели 

Дальнейший этап разработки системы поддержки принятия решений – поиск эффективно-

го классификатора. Данные заказов на ремонт разбиты на тестовую и обучающую выборки. 

Модель классификации была протестирована на нескольких классификаторах: деревьях принятия 

решений, байесовском классификаторе и многослойном персептроне [17–20]. На основе подхода 

«один против всех» для каждой технологической карты создан классификатор, обученный  

на заказах, для определения необходимости использования технологической карты при данном 

наборе дефектов.  

Для оценки работы классификаторов были вычислены метрики: доля верно классифици-

рованных объектов, точность, полнота и F-мера [18]. 

Для вычисления метрик необходимо рассчитать следующие показатели: TP – количество 

истинно-положительных срабатываний классификатора, TN – количество истинно-отрица-

тельных, FP – количество ложно-положительных, FN – количество ложно-отрицательных. 

Тогда доля верно классифицированных объектов рассчитывается следующим образом: 

 
TP TN

Accuracy
TP TN FP FN

+
=

+ + +
. 

Точность вычисляется как доля документов, действительно принадлежащих данному 

классу, относительно всех документов, которые система отнесла к этому классу: 

 
TP

Precision
TP FP

=
+

. 

Полнота рассчитывается как доля найденных классификатором документов, принадлежа-

щих классу, относительно всех документов этого класса в тестовой выборке: 

 
TP

Recall
TP FN

=
+

. 

F-мера вычисляется как гармоническое среднее между точностью и полнотой:  

2
Precision Recall

F
Precision Recall

⋅
= ⋅

+
. 

Для обобщения результатов всех классификаторов выбрана концепция микро-усреднения 

(значения метрик всех классификаторов усредняются).   

Таким образом, алгоритм классификации дефектов состоял из нескольких этапов. Дан-

ные сгруппированы по номеру заказа ремонтной программы. Неполные данные без дефектов 

или технологических карт исключены из множества. Повторяющиеся заказы также исключены. 

Далее множества дефектов и технологических карт были упорядочены и представлены в виде 

логической матрицы. Каждая строка матрицы содержит информацию о заказе. Первые N столб-

цов матрицы соответствуют дефектам, следующие M столбцов – технологическим картам. Зна-

чение «истина» соответствует наличию данного дефекта или технологической карты в заказе, 

«ложь» – отсутствию (рис. 2). 
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Рис. 2. Пример логической матрицы для классификации 

 

На следующем этапе вычислен коэффициент корреляции между дефектами и каждой  

технологической картой. Затем для каждого классификатора (деревья принятия решений,  

байесовский классификатор, многослойный персептрон) произведено обучение и сбор метрик 

оценки точности классификаторов (рис. 3). 
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Рис. 3. Алгоритм классификации 
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Результаты исследования 

Все классификаторы показали высокий процент правильно классифицированных объектов – 

около 80–90 %. Однако средние значения остальных метрик оказались низкими (3–7 %) (рис. 4–6).  

 

 

   

  

Рис. 4. Сравнение значений F-меры для разных классификаторов 

 

 

 

  

F-мера 

 

Рис 5. Доля верно классифицированных объектов и F-мера 

для различных технологических карт в выборке 

 
 

 
 

 

 

Рис. 6. Значение F-меры для разных технологических карт  

при классификации деревьями принятия решений  

 

Для объяснения такого разрыва значений метрик результаты классификации проанализи-

рованы более подробно. Проведено обучение на всей выборке. Средние значения метрик  

выросли, но не превышали 70 % для точности и 40 % для полноты и F-меры. Даже с учетом  

эффекта переобучения для некоторых технологических карт полнота и точность классификато-

ров остались нулевыми. Анализ показал, что в некоторых заказах один и тот же набор дефектов 

приводит к отличающимся наборам технологических карт. Эти данные могут быть уточнены, 
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если добавить в модель информацию о типе оборудования, что повысит эффективность класси-

фикации. Но для части данных существуют заказы, в которых для одного и того же набора  

дефектов и типа оборудования используются разные технологические карты. Таким образом, 

машинное обучение может быть эффективным способом поддержки принятия решений, но не-

возможно автоматизировать процесс составления ремонтной программы только с его помощью. 

В некоторых случаях необходимо комбинирование алгоритма с другими методами либо уточ-

нение результатов работы классификаторов пользователем системы.  

 

Заключение 

Машинное обучение может быть эффективным способом поддержки принятия решений, 

но не позволяет полностью автоматизировать процесс составления ремонтной программы.  

Неравномерное распределение технологических карт в заказах, недостаточный объем выборки, 

конфликтующие сэмплы снижают эффективность алгоритма. Для решения этой проблемы  

в процессе развития системы могут быть использованы эвристические алгоритмы, исключаю-

щие неэффективные бинарные классификаторы. Кроме того, при обнаружении низких значений 

метрик или наличии конфликтующих сэмплов решение о выборе технологических карт может 

производиться пользователем системы – накопление данных в процессе эксплуатации системы 

и последующее переобучение могут повысить эффективность классификаторов. 
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Abstract. The article discusses the process of planning the repair of energy equipment. Using  

a decision support system is proposed because of the large number of rules of comparing flow 

charts of technical defects. Such a system can speed up the planning process and reduce economic costs. 

A conceptual model of the system has been built; further it will be presented as a multi-label classi-

fication of cross-cutting classes. The “one-vs-all” approach has been used: each flow chart can use 

its individual classifier. Metrics are proposed for evaluating classifiers: a portion of accurately clas-

sified objects, precision, fullness and F-measure. To summarize the evaluation results the concept 

of micro-average was chosen. A defect classification algorithm has been described. An experiment 

was conducted using different classification algorithms: decision trees, Bayes classifier and multi-

layer perceptron. The results of the experiment proved that 80-90% of the correctly classified  

objects were found (high values), but the average values of accuracy and fullness occurred low  

(3–7%). There were found sets of data, where different output data corresponded to similar input 

data. Thus, machine learning can be used to support decision-making, but in some cases infor-
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mation about the order is not complete. Defect classification can be combined with manual clarify-

ing of results or with different algorithms. 

Key words: decision support system, asset management system, flow charts, defects, equip-

ment, repair program, classifier. 
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